Cvicenie 4

Predikcia Casovych radov

Pri predikcii ¢asovych radov sa snazime predpovedat hodnotu v ¢ase t na zdklade
predchadzajuceho priebehu hodnét t-1, t-2, t-3.... Pre predpovedanie y; mézeme priamo
pouzit aj jednoduchy model linearnej regresie do ktorého dosadime ako vstupné atributy
¢asovo oneskorené hodnoty:

Ve = Bo + B1Yi-1+ B2Ye—2 + -+ BuYi-m

kde M je velkost zvoleného ¢asového okna, ktoré udava kolko hodnot z minulosti zahrnieme
do modelu. Ide o tzv. autoregresny model (kedZe hodnota priebehu v Case t, zavisi od svojich
predchddzajucich hodn6t).

Niekedy méZzeme mat viacero ¢asovych radov, ktoré su navzajom zavislé (napr. mézeme mat
Casovy priebeh nakladov x; a zisku y;), tzn. pre predpovedanie hodnoty zavislej premennej
y; mdZeme zahrnut do modelu nie len jej predchadzajuce hodnoty y;_4, Y;_5, ... ale aj
aktualnu a predchadzajuce hodnoty nezavislej premennej x;, X;_1, X¢—3, .... MOZeme mat aj
naraz viacero nezavislych premennych.

V ekonometrii nas ¢asto nemusia zaujimat priamo hodnoty y,, ale relativny rozdiel od
predchadzajucej hodnoty y; — y;_, (rozdiel napr. predstavuje relativny narast resp. pokles
zisku a pod.). Samotny model teda méZze mat na lavej strane rozdiel zavislej premennej y;, —
V¢_1 @ na pravej strane priamo oneskorené hodnoty, alebo oneskorené rozdiely zavislej aj
nezavislej premennej (napr. y;_1 — Y¢_2, alebo x;_3 — x;_4).

Pri vypocte by sme mohli pouzit priamo funkciu Im, ale bolo by potrebné data predspracovat
a z ¢asového radu by bolo potrebné vytvorit trénovacie priklady postvanim ¢asového okna
pre vystupnu hodnotu t =1, 2, 3, .... Namiesto Im mbézeme v R pouzit balik dynlm a funkciu
dynlm, ktora umoznuje priamo zapisat model, ktory obsahuje oneskorené hodnoty

a rozdiely. Napr. model predpovedajuci rozdiel y; — y;_1 = Bo + L1 (Vi1 — Vi—2) + LaXt_4
je mozné zapisat v tvare d(y) ~ L(d(y),1) + L(x,4). Funkcia d() vypocita rozdiel a L() ¢asové
oneskorenie.

Najprv si nainstalujeme balik dynlm a nacitame si datovd mnoZzinu USMacroG, ktora
obsahuje viacero ¢asovych radov makroekonomickych ukazovatelov USA.

install.packages ("dynlm")
library("dynlm")

data ("USMacroG", package="AER")
summary (USMacroG)

Zobrazime si v jednom grafe priebehy prijmov dpi a spotreby consumption:



ts.plot (USMacroG[, c("dpi", "consumption")], lty=c(3,1))

Aby sme zistili ¢i je vhodné modelovat ¢asovy rad linearnym modelom, moZeme si vypocitat
autokorelacné koeficienty, tzn. korelaciu medzi hodnotami y, a y;_4, ¥+ @ Y¢_2, atd" Pre
vypocet a zobrazenie mdzeme pouzit funkciu acf, napr. zobrazime autokorelacné koeficienty
pre ¢asovy rad dpi s maximalnym oneskorenim 4:

dpi = USMacroG[,"dpi"]
autocorr = acf(dpi, lag.max=4)

MoZeme si zobrazit aj zavislost medzi y a y;_ kde k je oneskorenie, napr. ak si chceme
zobrazit zavislost medzi y; a y;_1, najprv si prevedieme ¢asovu postupnost na vektor
funkciou as.numeric a potom si vyberieme prvky od [1:N-1] a [2:N] kde N je di?ka vektora
(pocet hodnot v casovom rade):

dpi = as.numeric (dpi)
plot (dpi[l:1length(dpi)-1], dpil[2:1length(dpi)])
cor(dpi[l:length(dpi)-1], dpil[2:1length(dpi)])

Ak porovname hodnotu korelacie z posledného vypisu s vystupom autokorelaénej funkcie
acf pre oneskorenie 1 (autocorr[1]) zistime, Ze sa odliSuju pricom by malo ist o korelaciu
medzi rovnakymi hodnotami. Rozdiel je spdsobeny odliSnou normalizaciou pri vypocte
korelaéného koeficientu, acf hodnota je normovana 1/N a cor 1/(N-1).

Vytvorime model ktory bude predikovat spotrebu v ¢ase t na zaklade aktudlnej hodnoty
prijmov dpi a predchdadzajucej spotreby v Case t-1:

cons 1lml <- dynlm(consumption ~ dpi + L(consumption),
data=USMacroG)

Vysledny objekt je podobného typu ako pri linedrnej regresii, tzn. funkcia summary napr.
zobrazi hodnoty vypocitanych koeficientov a ich vyznamnost pre predikciu a zakladné
Statistiky o reziduach. Podobne mozZete vypocitat kvadratickd chybu na trénovacich datach
funkciou deviance.

summary (cons_ 1ml)
deviance (cons_ 1ml)

Predikované hodnoty pre cely ¢asovy rad si méZzeme vypocitat funkciou fitted:
fitted(cons 1ml)

Aby sme vyhodnotili presnost a kvalitu modelu, mézeme si zobrazit ¢asovy priebeh a
predikované hodnoty v jednom grafe. Tak isto je uZito¢né si zobrazit v ¢ase aj hodnoty

rezidui, ktoré sa daju vypocitat funkciou residuals:

ts.plot (USMacroG[, "consumption"], fitted(cons 1ml),
lty=c(1:2))



ts.plot (residuals (cons 1ml))
Ulohy na cviceni

1. Nacitajte ddta USMacroG. Pre ¢asovy rad consumption vypocitajte a zobrazte
pomocou funkcie acf autokorelaéné koeficienty az do oneskorenia 10.

2. Pre ¢asovy rad consumption si vytvorte datovd mnozinu zloZzenu z oneskorenych
atribatoch v ¢ase t, t-1, t-2, t-3, t-4 a t-5. Pomocou funkcie cor vypocitajte korela¢nu
maticu pre vSetky atributy. Zistite s ktorym atribitom je najviac korelovany atribut t-
2, t-3 a t-4, a zobrazte zavislosti medzi t-2, t-3 a t-4 a najviac korelovanymi atributmi.

3. Pomocou funkcie cor vypocitajte korelaény koeficient medzi hodnotami ¢asového
radu consumtion a vSetkymi ostatnymi ukazovatelmi v ddtovej mnozine USMacroG.
Vyberte dva ukazovatele, ktoré su s consumption najviac korelované. Vytvorte
prediktivny model, ktory predikuje consumption: na zdklade tychto dvoch atributov
oneskorenych o t-1.

4. Zobrazte priebeh radu consumption a predikcie modelu z predchadzajiceho prikladu.
Vypocitajte rezidua a zobrazte priebeh rezidui.

5. Vytvorte autokorelaéné prediktivne modely consumption: = 5, + 1 dpit + f,dpit1 a
consumption: = 8, + $1dpit + Bodpir1 + S3consumptions1 a consumption: = B, +
B1dpit + f,consumptionti. Na jednom grafe zobrazte priebeh ¢asového radu
consumption a predikcie vSetkych troch modelov.

6. Vyhodnotte presnost modelov pomocou funkcie deviance. Zistite, ktory model je
najlepsi a zistite, ktory vstupny atribat je najdélezitejsi pre tento model. Zobrazte X-Y
zavislost medzi consumption a najddlezitejSim atributom.

7. Zobrazte Casovy priebeh rezidui a histogram rezidui pre model consumption: = 5, +
B1dpit + B,dpir1 + f3consumption.s.

8. Nacitajte data AirPassengers. Pomocou funkcie acf zobrazte autokorelaény graf.
Vsimnite si ako sa meni hodnota autokorelaénych koeficientov pri ¢asovych radoch s
cyklickou zlozkou. Vytvorte autoregresny model y, = o + 1 (Ve—1 — YVe—2) +
B.V:_4. Dekomponujte Casovy priebeh AirPassengers na aditivne zlozky pomocou
funkcie dec = decompose(AirPassengers). Vyberte z priebehu iba zlozku trendu
decStrend a vytvorte autoregresny model y; = By + B1(Ve—1 — Yi—2) + B2Vi—4 pre
casovy priebeh trendu. Vypocitajte predikciu modelu funkciou fitted a pripoditajte k
nej sezénnu zlozku decSseasonal. Vysledny ¢asovy rad zobrazte v jednom grafe spolu
s priebehom AirPassengers a predikciou predchadzajiuceho modelu.



